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摘要：本文研究了一种基于卷积注意力机制模块 （CBAM） 与门控循环单元网络 （GRU） 结合的 CBAM-GRU 分类模

型，用于非合作通信系统中的自动调制识别技术。将信号预处理后的时域幅度值、相位值以及 I/Q 值合并，转换为输入采

样值矩阵，进入网络进行信号分类识别。使用无线电数据集RadioML2016.10a进行仿真实验，并将CBAM-GRU模型与卷积

神经网络 （CNN）、长短期记忆网络 （LSTM）、GRU、卷积长短时深度神经网络 （CLDNN） 进行比较。实验结果表明：

CBAM-GRU模型的分类识别率达到92.79%，相较于对比模型分别提高了8.52%、1.84%、1.75%、8.61%，比传统的CNN或

LSTM模型，在处理信号时能够更有效地捕捉时空特征，从而提高识别精度。
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Abstract: A CBAM-GRU classification model based on the combination of Convolutional Attention Mechanism Module 

(CBAM) and Gated Recurrent Unit (GRU) network is investigated for automatic modulation identification in non-cooperative com‐

munication systems. The pre-processed time-domain amplitude, phase and I/Q values of the signal are combined and converted into 

a matrix of input sample values, which are entered into the network for signal classification and identification.  Simulations are con‐

ducted using the RadioML2016. 10a radio dataset, and the CBAM-GRU model are compared with the Convolutional Neural Net‐

work (CNN), Long Short-Term Memory network (LSTM), GRU, and Convolutional Long Deep Neural Network (CLDNN). The re‐

sults indicates that the classification accuracy of the CBAM- GRU model reaches 92.79%, showing improvements of 8.52%, 1.84%, 

1.75%, and 8. 61% over the comparison models respectively. Compared to traditional CNN or LSTM models, the CBAM-GRU mod‐

el is more effective in capturing spatio-temporal features of sig- nals, thereby enhancing recognition accuracy.
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0　引言

自动调制识别(Automatic Modulation Recogni‐

tion，AMR)技术使接收机能够在非合作通信环境

中自动识别信号的调制类型。该项技术在军事和

民用领域得到了广泛应用，如频谱干扰检测、频

谱感知和认知无线电 (Cognitive Radio，CR)等。

AMR本质上是一个分类问题，传统的AMR方法主

要有基于似然比理论的方法[1,2]和基于特征提取[3]的

方法。由于无线环境的日益复杂，信号类型多样

且同一信号特征之间存在显著差异，传统的模式

识别方法在特征提取方面需要大量人力成本，且
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信号分类的准确率有限。神经网络能够自动从大

量信号样本中提取特征，有效解决了传统模式识

别的缺点，并且可以联合多个网络进行识别，因

此在AMR领域得到了越来越广泛的应用，神经网

络已成为AMR研究的热点。

O'Shea 等人[4]在 2016 年创建了 RML2016.10a

数据集，并引入卷积神经网络(Convolutional Neu‐

ral Network，CNN)到AMR领域，深度学习逐渐在

无线电通信领域得到应用。文献[5]使用循环神经

网络(Recurrent Neural Network，RNN)，利用接收

到的通信信号的时间序列特征，避免了手动提取

信号特征。与基于 CNN 的方法相比，该方法表现

出明显优势，并选择了双层门控循环单元(Gated 

Recurrent Unit，GRU)网络的更有效结构，进一步

提高了识别效果。文献 [6]使用长短期记忆网络

(Long Short Term Memory，LSTM)处理 I/Q 数据，

并将其转换为幅度和相位信息，相较于直接输入

I/Q数据，这种数据预处理方法取得了更优异的效

果，凸显了数据预处理在自动调制识别中的重要

性。文献[7]使用卷积长短时深度神经网络(Convo‐

lutional Long Short-Term Deep Neural Networks，

CLDNN)进行分类识别，该模型结合了 CNN 和

LSTM，能够处理原始时域波形, 实现更高效的调

制识别。文献[8]改进了文献[4]的CNN作为训练模

型，其结构包括 4个卷积层和 2个全连接层，表现

出较低的算法复杂性和较短的训练时间。文献[9]

引入了一种数据驱动的融合模型，通过将两个

CNN 通道的空间特征信息与 LSTM 的时序特征相

互串联，实现了对调制信号的更精准分类。这种

复合算法[10,11]结合 CNN 和 RNN 的优势网络结构，

不仅增强了网络的容量和特征提取能力，还有效

解决了梯度消失的问题。然而，这也导致了网络

参数量和运行时间的增加。

针对此问题，本文将卷积注意力机制模块

(Convolutional Block Attention Module，CBAM)[12,13]

与门控循环单元相结合。CBAM 模块的引入有助

于有效降低无效目标的干扰，提升信号的分类识

别性能。当 CBAM 与 GRU网络相结合时，CBAM

展现出对序列数据特征的优秀提取能力，有助于

解决长期依赖问题。尽管已有研究利用深度学习

进行自动调制识别取得了一定成果，但大多数方

法未能有效结合空间和时间特征。本文通过引入

卷积注意力机制，更好地提取了信号的时空特征，

从而显著提升了识别率。与现有方法相比，模型

性能在高信噪比条件下表现尤为突出。

1　调制信号模型与预处理

通信系统中使用的 AMR 系统框架[14]如图 1 所

示，输入信号经过发射机调制成适合无线传输的

射频信号，并通过通信信道传输。接收器捕获到

信号后，将其解调为基带复数信号序列并进行预

处理。

在接收端，已调信号模型见式(1)，存在时变

载波相位偏移。m(k)代表发送的基带信号序列，

n(k)表示加性白高斯噪声，AÎ[01]表示信道增益，

ϕ(k)表示相位偏移。

x ( k )  =  Aejϕ( )k m ( k )  +  n ( k ) (1)

接收到的调制信号是 IQ 信号，包括同相分量

X I，正交分量XQ。

xk = X I + jXQ (2)

原始信号可以通过其同相 X I 与正交分量 XQ 进

行表示，同时也可以通过其幅度XA 和相位XP 来表

示，元素可以由下式得到：

XA = (X 2
I + X 2

Q ) (3)

XP = arctan ( XQ

X I ) (4)

将采样点上的两个通道的值合并，使每个采

样点信号值变为一个矩阵 ( )X I XQ

XA XP

，此时信号的

维度为 k ´ 4。

2　算法结构设计

2.1　CBAM网络结构

CBAM 是一种用于增强 CNN 网络性能的注意

力机制模块，由 Sanghyun Woo 等人[15]在 2018 年提

出。这种机制模仿了人类视觉感知中的注意力机

制，能够聚焦于有用信息、减少无效信息干扰，从

而提高模型的效率和准确率[16]。就像人类的视觉一

样，CBAM经过训练自动调整其配置参数，实现最

佳性能。在图 2中可见，CBAM引入通道注意力和

图1　AMR的系统框架

Fig.1　System framework of AMR
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空间注意力来增强 CNN 模型的感知能力，从而在

不增加网络复杂性的情况下改善模型性能。通道注

意力有助于增强不同通道的特征表示，而空间注

意力则有助于提取空间中不同位置的关键信息。

如上图，给定中间特征图 F，其中 H、W、C

分别代表高度、宽度和维度， F 可以表示为

FÎ RC ´H ´W。对于通道注意力机制：首先，F 进行全

局平均池化和全局最大池化操作，计算每个通道

的平均值和最大值。其次，分别将输入特征通过

多层感知机 (Multilayer Perceptron，MLP)进行处

理。在此过程中，为了减少参数数量，使用衰减

率 r = 8降低神经元的数量至C/r(其中C为原始通道

数)，激活函数选择 ReLU。最后，通过 Sigmoid激

活函数融合通道权重，得到最终的通道注意力特

征图MC (F)，用于加权特征图中的每个通道；对于

空间注意力机制： F′同样进行全局平均池化和全

局最大池化操作，将通道维度压缩为 1，并保留空

间信息。随后，将这两个特征图进行拼接，并通

过一个卷积层提取特征，最终经过 Sigmoid 激活，

得到最终的空间注意力MS (F′ )。

CBAM 依次得到一个一维的通道注意力图

MC (F)和一个二维的空间注意图MS (F′ )，整个流程

可以概括为：

F′=MC (F)⊗ F (5)

F″=MS (F′ )⊗ F′ (6)

其中，⊗表示对应元素相乘。通过对输入特征图

进行通道和空间的双重注意力加权，CBAM 能够

更好地捕获信号中的关键信息，从而提升模型的

表征能力和泛化性能。

2.2　GRU网络结构

门控循环单元(Gated Cycle Unit，GRU)，是传

统 RNN 的变体[17]，与 LSTM 结构相似，均具有门

控机制，用来调节单元内部的信息流动。同时与

LSTM 相比，GRU 没有单独的存储单元，因此其

结构和计算更为简洁，提高了运算效率，同时有

效降低了训练过程中过拟合的风险。GRU 的核心

结构包括更新门( zt)和重置门( rt)两个部分，如图 3

所示。GRU网络状态更新过程如下：

① 更新门(Update Gate)：

图2　CBAM模型结构

Fig.2　CBAM model structure

图3　GRU网络结构

Fig.3　GRU network structure
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更新门决定了前一时刻的隐藏状态(记忆)有多

少需要传递到当前时刻。它的计算公式为：

zt = σ (W z·[ht - 1 xt ]) (7)

其中，xt 是当前时刻的输入，ht - 1 是上一时刻的隐

藏状态，W z是权重矩阵，σ是 sigmoid激活函数。

② 重置门(Reset Gate)：

重置门决定了多少前一时刻的隐藏状态需要

被重置，从而计算当前时刻的候选隐藏状态。它

的计算公式为：

rt = σ(W r·[ht - 1 xt ]) (8)

其中，W r是权重矩阵，其他符号同上。

③ 候选隐藏状态(Candidate Hidden State)：

利用重置门控制的上一时刻的隐藏状态来计

算当前时刻的候选隐藏状态。计算公式为：

h͂t = tanh(W·[rtht - 1 xt ]) (9)

其中，W是权重矩阵，表示元素逐位相乘，tanh

是双曲正切激活函数。

④ 隐藏状态更新：

最终的隐藏状态通过更新门来综合前一时刻

的隐藏状态和当前时刻的候选隐藏状态。计算公

式为：

ht = (1 - zt )ht - 1 + zth͂t (10)

其中，(1 - zt )和 z t 控制着保留前一时刻隐藏状态和

采用候选隐藏状态的比例。

GRU 通过上述过程有效地控制信息在时间步

上的流动，能够在减少参数的同时保持对序列数

据的强大建模能力，相较于LSTM具有更高的计算

效率。

2.3　CBAM-GRU算法模型

用于调制分类的CBAM-GRU的模型结构如图

4所示，主要由 4个CNN层、2个GRU层、CBAM

层和 2个全连接层组成。输入信号是由实部和虚部

构成的实序列，即 IQ 数据，其格式为 k ´ 2，经过

预处理后，维度转变为 k ´ 4 的矩阵 ( )X I XQ

XA XP

。数

据首先被输入至 CNN 模块，该模块的前两层均使

用 256 个卷积核，后两层则使用 80 个卷积核，所

有卷积核的大小均为 3 ´ 3，激活函数均为 ReLU。

提取空间特征信息后，数据被传递到由 128个单元

组成的双层 GRU 模块。为了防止过拟合，每个

GRU层应用 30%的Dropout。随后，使用两个密集

全连接层进行进一步处理，这两个全连接层的神

经元数量分别为 64和 11，最终的激活函数为 Soft‐

max，用于多类别分类。损失函数采用分类交叉

熵，表示为：

loss =-
1
n∑i

yi ln ai (11)

式中，yi 表示实际标签；ai 表示预测输出；n 表示

样本总数量。

2.4　对比实验模型

在通信调制信号的识别研究中，CNN的优势在

于其能够有效地捕获局部特征，具有平移不变性，

并且适用于二维数据的处理。LSTM的优势在于其

能够捕捉长期依赖关系，适用于序列数据的建模和

预测，如自然语言处理任务。GRU与LSTM相似，

但参数更少，计算效率更高，适用于需要考虑长期

依赖性的任务。卷积长短期记忆神经网络(Convolu‐

tional Long short term Deep Neural Networks，

CLDNN)结合了CNN和LSTM的优点，既能够提取

空间特征，又能够捕捉时间序列信息，适用于复杂

的音频和语音识别任务。因此，本文选择了这几种

常 见 的 网 络 模 型 进 行 对 比 实 验 ， 如 CNN[8]、

LSTM[6]、GRU[5]、CLDNN[7]等，全面评估不同模

图4　CBAM-GRU模型结构

Fig.4　CBAM-GRU model structure
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型在调制信号识别中的性能。对应的四个模型结 构分别如图5(a)、图5(b)、图5(c)、图5(d)所示。

3　实验结果与分析

3.1　数据集与实验环境

本文所有实验均使用 GNU Radio 生成的数据

集RadioML2016.10a[18]。该数据集包含 22万个输入

样本，每个样本对应特定信噪比 (Signal to Noise 

Ratio，SNR)下的一种调制类型。数据集中包含了

各种实际的信道缺陷，如采样率偏移、信道频率

偏移、多径衰落和高斯白噪声。该数据集包括

11 种调制方式，SNR 范围为-20 dB~18 dB，步长

为 2 dB。每个信号样本的长度为 128，数据格式为

[128，2]，其中 2代表 IQ两个通道维度。具体细节

如表1所示。

在本文实验中，以 6:2:2的比例将数据集划分

为训练集、测试集和验证集。

实验环境配置如下：中央处理器(CPU)为 Intel

(R) Core(TM) i7-14700KF 3.40 GHz，图形处理器

(GPU)为 NVIDIA GeForce RTX 4080；实验在 Ten‐

sorFlow 框架下使用 Keras 2.6.0 进行开发，编程语

言为 Python 3.8.18。基于训练结果，设置超参数，

并使用 Adam 优化器，将学习率设定为 0.001，批

量大小设为256，训练周期设置为100个。

3.2　消融实验分析

为了验证 CBAM 和 GRU 对模型性能的影响，

本节进行了消融实验。实验分别使用了移除

CBAM 模块的 CNN-GRU 模型、移除 GRU 模块的

CNN-CBAM模型以及同时添加了CBAM注意力模

块和GRU网络的完整模型CBAM-GRU。表 2展示

了这三个网络模型在RadioML2016.10a数据集上的

识别准确率。

实验结果表明，CBAM-GRU 网络在低信噪比

条件下的识别率为 18.69%，在高信噪比条件下为

91.74%，整体识别率为 62.03%，显著优于消融

图5　对比实验模型结构

Fig.5　Comparative experimental models structure

表1　RML2016.10a 数据集参数

Table 1　RML2016.10a dataset parameters

数据集

调制类型

信号格式

噪声设置

信道环境

总信号样本

RML2016.10.a

数字调制：BPSK,QPSK, 8PSK,16QAM,

64QAM,BFSK, CPFSK,PAM4，

模拟调制：WBFM, AM-SSB,

AM-DSB

同相和正交（IQ）[128，2]

加性高斯白噪声，信噪比范围

[-20 dB，-18 dB，… ，18 dB]

选择性衰落(莱斯+瑞利)、

中心频率偏移、采样率偏移

220 000
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CBAM 模块或消融 GRU模块的模型。移除 CBAM

模块后，整体识别率下降了 1.08%；移除 GRU 模

块后，整体识别率下降了 0.62%。这些结果表明

CBAM 和 GRU 模块对模型性能的显著影响，且二

者结合能够有效提升信号分类的准确性。表 3展示

了三种模型的参数量和浮点计算量。

通过对三个模型的比较，可以发现，CNN-

CBAM模型拥有最多的参数，CBAM-GRU模型则

具有最少的参数。尽管 CBAM-GRU 模型参数较

少，但其FLOPs/M值却最高，高达 2 142.86。这表

明CBAM-GRU模型在相对较少的参数下实现了更

高的计算效率，充分利用了注意力机制和循环神

经网络的优点，既减少了模型复杂度，又提升了

计算效率。

图 6展示了三种模型在 RadioML2016.10a数据

集上的识别准确率曲线。当信号的信噪比超过

8 dB 时，CBAM-GRU 网络的识别准确率稳定在

92%以上。

3.3　对比实验分析

使用 CBAM-GRU网络与如 CNN网络、LSTM

网络、GRU 网络、CLDNN 网络进行对比实验。

表4展示出5个网络的参数量和识别准确率。

实验结果显示，文献[7]设计的CLDNN网络和

文献[8]设计的CNN网络对信号的识别准确率明显

低于其他网络，这主要是由于这两个网络的卷积

层较浅，网络结构相对简单，并且输入数据未进

行预处理。相比之下，文献[5]和文献[6]均将 I/Q数

据进行幅度和相位的转换，并作为输入数据送入

网络模型，显著提升了性能。在所有模型中，

CBAM-GRU在通信调制信号识别任务中表现出明

显优势，整体准确率达到 62.03%，为最高。在高

信噪比条件下，其准确率高达 91.74%，显著优于

其他模型；在低信噪比条件下，其准确率也达到

18.69%，同样表现最佳。尽管CBAM-GRU的参数

量较大，但其性能提升明显，表明适当增加模型

复杂度和引入注意力机制能够显著提升识别能力。

图 7展示了本文算法以及对比模型在不同信噪

比下的识别准确率曲线。当信噪比 (SNR)高于

-4 dB 时，CBAM-GRU 模型显著优于其他模型。

在 4 dB 的信噪比下，CBAM-GRU 的识别率超过

90%；在 18 dB时，其最大识别率达到 92.79%。在

0~18 dB 的范围内，CBAM-GRU 的平均识别率为

91.35%，相比其他方法提升了 1% 至 6%。随着信

噪比增加，5 种方法的识别性能均逐渐提升，在

0 dB时，五种模型的识别准确率稳定在 80%左右。

CBAM-GRU 算法在高信噪比条件下表现尤为突

出，优于其他模型。

为了深入分析CBAM-GRU模型在分类任务中

的表现，图 8、图 9、图 10、图 11和图 12展示了五

种模型在 6 dB 信噪比下的混淆矩阵。混淆矩阵是

评估分类模型性能的重要工具，每一列代表预测

表2　三种网络实验结果

    Table 2　Comparison of the complexities of three types of 

networks

网络模型

CNN-GRU

CNN-CBAM

CBAM-GRU

Acc_low

17.74%

17.92%

18.69%

Acc_high

88.33%

88.92%

91.74%

Acc_all

60.95 %

61.41%

62.03%

表3　三种网络的复杂度对比

    Table 3　Comparison of the complexities of three types of 

networks

网络模型

CNN-GRU

CNN-CBAM

CBAM-GRU

参数量

564 907

937 131

492 445

FLOPs/M

1 952.36

2 045.05

2 142.86

图6　三种网络的识别曲线

Fig.6　Recognition curves of three types of networks

表4　对比网络实验结果

Table 4　Compare network experimental results

网络模型

CNN

GRU

LSTM

CLDNN

CBAM-GRU

Acc_low

15.74%

16.95%

17.24%

17.05%

18.69%

Acc_high

83.50%

89.62%

89.76%

83.00%

91.74%

Acc_all

57.30%

60.63%

60.54%

57.05%

62.03%

参数量

858 123

151 179

201 099

164 433

492 445
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类别，每一行代表实际类别。它展示了分类模型

在每个类别中的正确分类和错误分类数量，帮助

更好地理解模型的准确率等指标，从而优化模型

性能。

从图8~图12可以看出，CBAM-GRU模型在对

角线上的识别精度优于其他模型，且对角线外的

杂块较少。相比之下，CLDNN 的杂块明显更多，

识别能力较低。

通过对比不同算法在信号识别中的表现，得

出以下结论：首先，在高信噪比数据集上训练后，

CBAM-GRU 模型对 64QAM 信号的识别率相对较

高，而其他四种算法则表现出明显的混淆现象；

其次，超过一半的 WBFM 信号被错误归类为 AM-

DSB信号。这是因为 WBFM 和 AM-DSB信号都属

于连续调制，其在复数平面上的特征相似，导致

算法无法准确区分。

CBAM-GRU 模型相较于其他对比模型具有显

图8　CBAM-GRU混淆矩阵

Fig.8　Confusion matrix of CBAM-GRU

图9　LSTM混淆矩阵

Fig.9　Confusion matrix of LSTM

图10　GRU混淆矩阵

Fig.10　Confusion matrix of GRU

图11　CLDNN混淆矩阵

Fig.11　Confusion matrix of CLDNN

图12　CNN混淆矩阵

Fig.12　Confusion matrix of CNN

图7　不同模型准确率曲线

Fig.7　Different models' accuracy curves
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著优势。这是由于引入了 CBAM 模块和双向 GRU

网络，CBAM 能够有效学习信号的空间和通道信

息，而 GRU 结构则能够有效捕获序列数据中的长

期依赖关系，使得模型能够更好地分辨不同调制

信号之间的细微差异。此外，CBAM-GRU模型的

网络结构经过精心设计和调优，通过增加适当的

复杂度和注意力机制，提高了模型的泛化能力和

识别准确率。尽管参数量较大，但性能明显提升，

特别是在高信噪比条件下，其识别准确率显著优

于其他模型，展现了其在复杂信号环境中的卓越

能力和鲁棒性。

4　结束语

本文研究了一种结合 CBAM和 GRU的时域联

合AMR模型，旨在有效识别常见的无线通信调制

信号。该模型利用采样数据的幅度和相位信息作

为输入，通过深度学习网络对 11 种通信信号进行

分 类 。 实 验 结 果 表 明 ： 相 较 于 传 统 的 CNN、

LSTM、GRU和 CLDNN等网络模型，该模型在高

信噪比环境下实现了卓越的信号识别性能。

随着电磁环境复杂度的不断增加，基于深度

学习的自动调制识别方法受到了广泛关注。本文

使用的数据集是 RML 2016.10a，该数据集在调制

类别数量上有所限制。因此，进一步研究可以考

虑采用 RML 2018.01a[19]和 HisarMod 2019.1[8]数据

集，这些数据集涵盖更多类别的信号，特别设计

用于开发相应的联合识别网络。此外，未来研究

中如何运用机器学习技术提升无线通信系统数据

处理的安全性，是一项具有挑战性的课题。
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